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ABSZTRAKT

A mesterséges intelligencia altal fémjelzett technoldgiai forradalommal a hitelkoc-
kazat kezelésének teriiletén modellek egy 4j generdcidja jott 1étre, amelyeket 6sz-
szefoglaléan gépi tanulason alapulé modelleknek neveziink. A hitelkockazati mo-
delleknek az elmult évtizedekben végbemend fejlddésében a szakért6i rendszerek
jelentik a multat, a hagyomanyos statisztikai modellek (péld4ul a logisztikus reg-
resszio) képviselik a jelent, a gépi tanuldsi metddusok pedig valdszinisithetden a
jovot. Jelen tanulmany célja ez utdbbi gépi tanulasi modellek egyik legigéretesebb
képviselSjének, az XGBoost klasszifikacids algoritmusnak az ismertetése és annak
empirikus vizsgélata, hogy a jelenlegi iparagi best practice-nek szamité hagyo-
manyos modellezési modszerekhez képest milyen hatékonysdgnovekedés érhetd
el a gépi tanuldsi algoritmusok segitségével. Vizsgalatunkban a mesterséges in-
telligencidn alapulé moédszertanok koziil a Mesterséges Neuralis Halézat (ANN)
és az XGBoost-modell egyarant feliilmulta a logisztikus regressziés megkozelitést
a klasszifikacids hatékonysag tekintetében. Noha a gépi tanuldsi modszerek ki-
valé predikcids képességgel rendelkeznek, hatranyuk, hogy esetiikben a dontési
modellek értelmezése nehézkesebb hagyomanyos tarsaikhoz képest. A mestersé-
ges intelligencian alapulé gépi tanulasi modszerek ,fekete doboz” jellege miatt a
bankoknak jelenleg kevés lehetéségiik van azok alkalmazasara, ezért javasolnank
a jelenlegi — hagyomanyos modellekre szabott — szabalyok és ajanlasok ujragon-
dolasat olyan mddon, hogy az teret adjon a bankoknak a gépi tanulasi modellek
alkalmazdsara és ezaltal hitelkockazat-kezeléstik hatékonysaganak névelésére.
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MESTERSEGES INTELLIGENCIA A HITELKOCKAZATI MODELLEKNEL

1. BEVEZETES

A bankok legjelentdsebb kockazataként a hitelkockdzat kezelése és a késébb
potencidlisan nem teljesit6 hitelfelvevik szlirése kulcskérdés a profitabilis mu-
kodés szempontjabol, ezért a minél jobb predikcids képességgel rendelkezd
scoringmodellek alkalmazdsa kiemelt cél szamukra.

Ez a fajta nyereségességi szempont volt az egyik hajtéereje a hitelkockazati rend-
szerek folyamatos fejlddésének az elmult évtizedekben. A 20. szazad masodik
felét még eleinte a szubjektiv elemekkel tarkitott szakért6i rendszerek uraltdk a
hitelek kockazati értékelésében. Ezt a hegemoniat torték meg a szamitastechni-
ka és az egyre hatékonyabb algoritmusok fejlédésével a hagyomanyos statiszti-
kai modellek, amelyek egyik zaszloshajojaként a logisztikus regresszion alapuld
scoringrendszerek ipardgi best practice-szé valtak.

A mesterséges intelligencia eléretorésével tjabb forradalmi valtozasok jatszédnak
le a szemiink el8tt. Ez rairanyitja a figyelmet a hitelezési scoringrendszerek egy
Uj generacidjara, amelyet a gépi tanuldsi mddszerek fémjeleznek. A technoldgiai
fejlédés ujabb mérfoldkovének koszonhetSen tjabbnal tjabb gépi tanulason ala-
puld algoritmusok jelennek meg, amelyek koziil az egyik legigéretesebbnek tiiné
XGBoost-algoritmust helyeztiik tanulmanyunk kézéppontjaba.

A profitabilitasi szempont mellett a masik fontos hajtoereje a hitelkockazat-ke-
zelés robbandsszert fejlddésének a prudens bankmiikodés egyre szofisztikaltabb
szabalyozdi elvarasrendszere volt. Az elmult évtizedek valsagai kozott talalunk
olyanokat, amelyek a hitelkockazattal hozhatok osszefiiggésbe, igy a nemzetkozi
szabalyozo szervezetek is elkezdtek jobban koncentralni az emlitett modellezési
kérdéskorre (MNB, 2002).

A baézeli tékeszamitasi szabalyrendszer és a banki kockazatkezelés részét képezi
a belsd tékemegfelelés-értékelési folyamat (ICAAP, Internal Capital Adaquacy
Assessment Process), amelyben belsé eljaras alapjan mérik fel a hitelintézetek koc-
kazataikat, és szamszer(sitik a fedezésiikhoz szitkséges tékenagysagot. Ennek
a folyamatnak az egyik alapjat a nemteljesitési valdsziniiség (tovabbiakban PD,
probability of default) becslése jelenti. A hitelintézetekkel szemben elvaras, hogy
ne eseti megoldasokat alkalmazzanak, hanem egységes modellezési eljarasok
alapjan mérjék fel a hitelezési kockazatokat (MNB, 2018).

A szakirodalmat attekintve az rajzolddik ki, hogy a bankok jelenleg még mindig
jelent6s részben a hagyomanyos technikékra timaszkodnak, mivel ezek értelme-
zése az Uzletmenetben (és a szabalyozo6 hatdsag el6tt) sokkal konnyebb. Mind-
ekozben a hitelkockazati modellezésben az elmult néhany évben megjelentek és
fokozatosan egyre nagyobb szerepet kapnak a gépi tanulasi médszerek, a dontési
mechanizmusok atldthatésaga esetiikben viszont sokkal nehézkesebb.
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Leegyszertsitve Ggy fogalmazhatnank, hogy a hitelkockazati modellek fejl6dés-
torténetében a szakértdi rendszerek jelentik a multat, a hagyomanyos statisztikai
modellek képviselik a jelent, a gépi tanulasi metédusok pedig vélhetéen a jovét.
Jelen tanulmény célja, hogy az utdbbi csoportba tartozé XGBoost klasszifikaci-
6s algoritmust bemutassuk, és egy valds hitelkartya-adatbazison megvizsgaljuk,
hogy az iparagi gyakorlatban jelenleg uralkodd, hagyomanyos modellezési méd-
szerekhez képest milyen hatékonysagnévekedés érhetd el a gépi tanuldsi algorit-
musok felhasznalasaval.

Ennek megfelel6en a vizsgalt hipotézisiink a kovetkez6:

A gépi tanuldsi médszerek - és azon beliil kiemelten az XGBoost-eljdrds - klasz-
szifikdcios teljesitmény szempontjabol képesek feliilmiilni az ipardgi gyakorlatban
jelenleg legelterjedtebb, hagyomdnyos statisztikai modelleket.

Fontos megjegyezni, hogy jelen tanulmanynak nem célja a lehetd leghatékonyabb
modell felallitasa a vizsgalt adatbazison. A modellezés jelen esetben csupan il-
lusztracios célokat szolgal, és a bemutatas mellett a kétféle megkozelités kozotti
hatékonysagbeli kiillonbségre fokuszal, egyazon mintan, ugyanolyan korilmé-
nyek kozott.

Kitériink arra, hogy habar a gépi tanuldson alapulé moédszerek hatékonyabbak
lehetnek, de az alkalmazdsuk tovabbi problémakat vethet fel. A modellek haté-
konysaga mellett igy bemutatjuk a felhasznalasi és alkalmazhatdsagi szempon-
tokat is.

A bevezet6t koveten osszefoglaljuk a szakirodalmi hatteret, a relevans kutatdsok
eredményeit, tovabba a nemzetkdzi szervezetek altal megfogalmazott elvarasokat
a modellekkel kapcsolatosan. A tanulmény masodik felében részletesen ismertet-
jitk az egyes modellezési modszertanokat, a modellezéshez és a modellek kiérté-
keléséhez szitkséges metrikakat, végiil pedig 6sszehasonlitjuk az egyes modsze-
rek alapjan kapott eredményeket.

2. SZAKIRODALMI ATTEKINTES

Ebben a fejezetben szeretnénk bemutatni az aktualisan fellelhetd irdnyvonalakat
és modellezési moédszertanokat a PD-modellezés szakirodalméaban. Kitériink a
modellek fejléddésére, az iparagi best practice-ekre, illetve a leghatékonyabb becs-
lési modszerekre. Szeretnénk tovabba ismertetni azt is, hogy az EBA, az MNB és
a bézeli standardok jelenleg milyen irdnyvonalakat és elvarasokat fogalmaznak
meg a modellezési eljarasok kapcsan. Az irodalmi attekintés célja tehat bemutat-
ni parhuzamosan az elméleti, a gyakorlati, valamint a szabalyozdi oldal aktualis
allaspontjat a témaban.
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2.1. A modellezési mdédszertanok fejlodése

Az 1980-as években a pénzintézetek tulnyomorészt szubjektiv elemzésre vagy
masképpen szakértdi rendszerekre timaszkodva végezték el a hitelek kockazati
értékelését. A dontés soran teljesen szubjektiv méddon, bels6 megitélésiikre ha-
gyatkoztak olyan szempontokat vizsgalva, mint példaul a hirnév, a téke, az ados-
sagallomdany vagy a fedezet (Altman-Saunders, 1997).

Hasonlé médon Sommerville-Taffler (1995) is arra a megallapitésra jutott, hogy a
kockazati értékelések soran a bankarok szubjektiv megitélése volt sokaig a jellem-
26, mikozben a tobbvaltozds hitelmindsité rendszereket alkalmazé intézmények
hatékonyabban miikédtek. A pénzintézetek a szdzad végére egyre inkabb eltdvo-
lodtak a szubjektiv szakért6i rendszerekt6l, igy sokkal inkabb el6térbe keriiltek a
historikus adatokon alapuld becslési modszertanok.

Leginkabb a 2000-es évek elején kezdtek megjelenni olyan tanulmanyok, ame-
lyek prébaltak javitani a hagyomanyos modellek nemteljesitési valoszintiségeinek
becslési hatékonysagat. West (2000) cikkében tobb neuralishalé-alapu modellt is
oOsszehasonlitott a logisztikus regresszids eljarassal. A linedris elemzéshez képest
ugyan a logisztikus regresszion alapulé modell jobb becslést adott, viszont a leg-
jobb klasszifikdcids képeséggel a neuralishalo-alapti modellezési eljaras rendelke-
zett vizsgalataban.

A kétezres évek elejét kovetden a szamitastechnika fejlddésével egyre tobb olyan
tanulmany késziilt, amely tovabb probalta javitani a vizsgalt modellezési kérdés-
kor pontossagat. Huang et al. (2007) az adatbanyasz eszko6zok oldalarol kozelitet-
ték meg a hitelkartya-kihelyezésekkel kapcsolatos PD-becslési mddszereket. Az
SVM (support vector machine) osztalyozo algoritmus egy hibrid verzidjat hasz-
naltak fel, amelynek az eredményei igéretesnek bizonyultak az akkor hasznalatos
becslési mddszerekhez képest.

Yu (2020) cikke is a hitelkartya-bed6lések hatékonysagat vizsgalta. Tanulmanya-
ban bevonta a modellezésbe az amerikai FICO Score adatait is. Arra jutott, hogy
a gépi tanuldsi mdédszerek magasabb hatékonysaggal rendelkeznek, illetve ponto-
sabb becslést tudnak adni. Vizsgalataban a random forest algoritmus bizonyult
a legpontosabbnak az adaboost, a dontési fak és a logisztikus regresszids eljarast
megel6zve. A cikk arra is ravilagit, hogy az elérhet$ adatok mennyisége kulcsfon-
tossagu pont a hitelkockdzat modellezésének teriiletén.

Angelini et al. (2008) bemutatjak a neuralis halézatok alkalmazdsanak lehetd-
ségeit a hitelkockazat értékelésének szempontjabol. A tanulmany a mesterséges
neuralis hal6zatok mellett az elérecsatolt tanuldsi mechanizmusokat is vizsgalja.
Kutatasukban mindkét modszer esetében magas hatékonysagrol szamolnak be a
becslési pontossag szempontjabol. Azt is bemutatjak, hogy a kockazatok értéke-
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lésekor jelentés hibat okozhat a modellben, ha a zajos adatokat nem sztirik, igy
javasoljak, hogy a modellezési eljardsok hasznalata el6tt érdemes valamilyen nor-
malizaldst végrehajtani. A tanulmdany azt is megéllapitja, hogy van lehet6ség a
becslések tovabbi pontositasara, amely a paraméterek optimalizalasan keresztiil
érhetd el. A cikk azt is javasolja, hogy érdemes lehet megtartani a hagyoméanyos
regresszios eljarasokat, és ezek kiegészitéseként és a becslések finomitdsaként al-
kalmazni a neurdlis hal6zatokat.

Medema et al. (2009) a bazeli tékeegyezményekhez kapcsolodé modellek
validacids iranyelveit egészitik ki egy gyakorlati kutatassal. A tanulmany szerint
egy jo PD-modellnek mind elméleti sikon, mind az adatok és a statisztika szintjén
egyarant meg kell dllnia a helyét. A kutatasban javasolnak egy paramétervektort,
amely a PD-k érvényesitésére alkalmazhat6. Cikkiik felhivja arra is a figyelmet,
hogy kiemelt médon kell kezelni a hidnyz6 adatokat, tovabba fontos figyelembe
venni a modellek mintan kiviili hatékonysagat is, amelynek a méréséhez javasol-
jak kiils6 adatbazisok bevonasat vagy bootstrap-eljaras alkalmazasat.

Gurny-Gurny (2013) cikkiikben a hagyomanyosnak mondhaté logit-, probit- és
az LDA-modellek teljesitményét hasonlitottak ossze. A tanulmanyuk egyedisé-
gét az adja, hogy a modelleket 298 amerikai bank adatain tanitottak be, majd
100 més kereskedelmi bank adatain mérték a hatékonysagot. Igy a tanulmany
egy bankrendszerszintii modellt probalt meg felallitani, amely altalanossagban
jol leirja a banki bed6léseket. A modell rovid tava, 1-2 éves nemteljesitésekre be-
csiilt, és alogitmodell adta a leghatékonyabb el6rejelzést, amelyhez igen impozans
ROC-gorbe tarsult. A modellben felhasznalt informaciok f6leg pénziigyi adatok
és ezek ardnyai vagy logaritmizalt értékei voltak. A tanulmdny azt is vizsgélta,
hogy a kockazati modellekben a bemeneti adatok és a nemteljesitési események
kozott milyen késleltetést érdemes alkalmazni.

A gépi tanulasi algoritmusok felhasznalasat vizsgaltak Butaru et al. (2016), ahol
egy hat bank adatait tartalmazo, nagy hitelkartya-adatbazison mérték a hitel-
kockazati modellek teljesitményét. Kutatasukban 2009 és 2013 kozotti adatokon
hasonlitottdk Ossze a dontésifa-alapi és a logisztikus regresszids eljards ered-
ményét. Megallapitottak, hogy a késedelmet a dontésifa-alapi modellek jobban
magyarazzak, mint a regresszios eljaras. A tanulmany dsszehasonlitotta az egyes
bankok kockazatkezelési gyakorlatait, és azt talaltak, hogy az tizletmenetbdl
adddoan az egyes bankok kozott magas a heterogenitds a kockazati tényezék és
a tényezOk irdnti érzékenység tekintetében. A tanulmdny ennek alapjan megal-
lapitja, hogy nehézkes egy bankrendszert leir6 modellt meghatdrozni. A szerzék
kiemelik, hogy a hitelportféli6 jellemz6i 6nmagukban nem mindig elegenddk a
késedelmek meghatarozasahoz, mivel a bankok folyamatosan és aktivan kezelik
a portfélidjukat.
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Sirignano et al. (2016) kutatasukba 1995 és 2014 kozotti jelzaloghitel-adatokat
vontak be az Amerikai Egyesiilt Allamokbdl. Az elemzéshez egy példa nélkii-
li médon hatalmas, 120 millié megfigyelést tartalmazé adatsort hasznaltak fel,
amely egyarant tartalmazott hitel- és hitelfelvevé-specifikus, illetve makrogazda-
sagi valtozokat is. Megallapitottak, hogy a hitelfelvevé magatartasa és a kockazati
tényez6k kozotti kapesolat nem tekinthetd linearisnak. Tobb esetben interakciét
figyeltek meg a vizsgalt valtozdok kozétt. Egy mintan kiviili elemzés soran kimu-
tattak, hogy az adatokban taldlt nemlinearitdsok kezelése jelentésen javitja a hi-
tel- és poolszintt kockazati el6rejelzések pontossagat, a jelzdlog-kereskedési stra-
tégidk befektetési teljesitményét, valamint a jelzdlog-fedezet(i hitelek értékelését
és fedezését. A modellezési eredmények szempontjabol megallapitottdk, hogy a
neuralis halézatok feliilmuljék a logisztikus regresszié adta eredményeket.

Venkatesh-Jacob (2016) a BayesNet, a Meta-Stacking, a Naive Bayes, a Random
Forest, az SMO és a ZeroR algoritmusok elérejelzési erejét vizsgaltak a hitelkoc-
kézat szempontjabdl. Tanulmanyukhoz a University of California adatbazisat
hasznaltak fel, amely egy tajvani bank hitelkartyaadatait tartalmazta. Az adatba-
zisban a hitelhez kapcsol6dé pénziigyi informaciok mellett par hitelfelvev6hoz
kapcsolddo informaciot is felhasznaltak a modellezés soran. A tanulmény rogziti,
hogy az informacids érték és a korrelacios elemzés hatékonyan felhasznalhaté a
magyarazo valtozok szliréséhez egy hitelkockazati modellezési probléma esetén.
A kutatas eredménye, hogy a random forest, random tree és az IBK osztalyozasi
algoritmusok adjak a legjobb becslési eredményt, am a tobbi modszer is kozel 8o
szazalékos pontosaggal dolgozik.

Addo et al. (2018) a mélytanuldsi algoritmusok teljesitményét vizsgaltak a hi-
telkockdzati modellezés szempontjabél. Kutatdsukban az ipardgi gyakorlatban
uralkod¢ logisztikus regresszid, a random forest, a gradiens boosted modelleket
és a neuralis halézatokat hasonlitottdk 0ssze. A tanulmany megéllapitja, hogy
a dontésifa-alapu modellek stabilabb becslést adnak a tobbrétegii neuralis ha-
lézatoknal, és felillmuljdk a hagyomanyos regresszids eljarasokat is. A szerzék
bemutatjak, hogy fontos az adatminéség ellendrzése a tanité adaton, hiszen ez
tartalmazhat torzitasokat is a képzési osztalyok kapcsan. Kiemelik, hogy érde-
mes tobb oldalrdl is vizsgalni a modellek 6sszehasonlitasat a validaci6 soran,
mivel a kiilonb6z6 modellek dsszevetése nehézkes. Példaul az AIC, BIC és R®
mutatok nem minden modell esetén értelmezhetéek, igy a tanulmanyukban
végiil a ROC-gorbét és az ebbdl képzett AUC- és GINI- értéket alkalmazzdk a
kiértékeléshez. A tanulmanyban a szerz6k kiemelik, hogy jelenleg a gépi tanuldsi
algoritmusokhoz kapcsoléddéan minél hamarabb sziikség lenne a szabalyozasok
kidolgozasara, hiszen ezzel elkeriilhetéek a fekete dobozos megoldasok alkalma-
zasaban rejlé hibak.
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Moradi-Mokhatab (2019) tanulmanya az eddigi modellekhez képest egy fuzzy
eljarast javasol a hitelkockazatok értékeléséhez. Véleményiik szerint a model-
lek altaldban nem hasznaljak fel jol a havonta dinamikusan valtozé olyan kiils6
adatokat, mint a politikai vagy gazdasagi szankciok. Kutatdsukban dinamikusan
béviil6 médon minden hénapban megvizsgaltak a rossz tigyfeleket, és probaltak
kiszlirni az olyanokat, akik nehézségekbe iitkoztek a gazdasagi ciklusok okozta
negativ hatdsok miatt. A szerzok dltal javasolt kockazati modell felhasznélhat6 a
hitelmindsitésben ugy, hogy az informaciét tartalmaz a cs6d vagy a hiperinflacié
megjelenése kapcsan.

Wang et al. (2023) a hitelkockazati modellekben felhasznalt jellemz8k kivalasz-
tasara vonatkozé eljarasokat mélyitik el a gépi tanuldsi modszerek oldalardl,
emellett pedig kockazatértékelé modelleket is bemutatnak a tanulmanyukban.
A leghatékonyabb modell kivalasztdsanak szempontjabdl kutatasuk az eddig be-
mutatott cikkekhez képest eltéré eredményt mutat, hiszen itt a hagyomanyosnak
mondhatd logisztikusregresszio-eljaras felillmulja az XGBoost és a dontési fak
segitségével adott becsléseket.

Egy kifejezetten érdekes ujdonsag Rozo et al. (2023) cikke, amely a Covidig-
vildgjarvany kapcsdn teljesen online térbe szoruld vilag hatasait vizsgalta a
modellezésben. A modellben magyardzé valtozoként a bongészési adatokat,
a webhelylatogatasok szamat és a bankfidki latogatdsokat vették alapul a PD-
becslésének modszertanaban. A kutatasban arra jutottak, hogy a webes viselke-
dési adatokat felhaszndlva csokkenthetik a becslési hibakat a hagyoméanyosnak
nevezheté PD-becslési modszertannal készitett modellekben. Eredményként
tudtak azt is felmutatni, hogy az aktiv webes felhasznalok k6z6tt a mintaban nem
mutatkozott jelentds életkorbeli kiilonbség, igy az adat megfelelé modon hasz-
nélhat¢ a teljes mintan végzett becslésben.

A szakirodalmi attekintés alapjan megallapithatd, hogy a modellezési eljarasok
jelentds fejlédésen mentek keresztill, pairhuzamosan a technoldgia fejlédésével.
Mind a hatékonysag, mind pedig a modellezési technikak terén nagy el6relépé-
seket és sokszin(iséget tapasztalhattunk az elmult két évtizedben. Az elérhetd
adatok mennyisége és az adatok informdcids ereje is folyamatosan béviil, igy a
modellek is szélesebb korti adatpontokbdl tudnak kiindulni.

A gépi tanulasi modszereken belill az XGBoost-algoritmus vizsgélata és alkalma-
zésanak lehetdségei — amint azt a szakirodalmi attekinté is mutatta — kiilfoldon
egyre jobban kutatott teriilet, a hazai szakirodalombdl viszont teljesen hidnyzik.
Tanulméanyunkkal szeretnénk ezt a rést betolteni, és Gj iranyt nyitni a téma hazai
kutatéi szdmara.



MESTERSEGES INTELLIGENCIA A HITELKOCKAZATI MODELLEKNEL

2.2. Az iparagi gyakorlat és a szabalyozok iranymutatasai

A bankoknak a lakossagi hitelezés volumenének novekedése és az élesedd verseny
miatt pontosabb modelleket kell kifejleszteniiik, igy minimalizalva sajat hitelezési
veszteségeiket. A gazdag adatmennyiség lehet6vé teszi szamukra a hitelkockazati
belsé mindsitésen alapulé modszerek hatékony alkalmazasat. A PD-modellek a
tékekovetelmény meghatarozasa mellett a hitelkihelyezésrol sz6l6 dontés tamo-
gatasaban is fontos szerepet jatszanak.

A hitelkockazat szempontjabdl fontos megkiilonboztetni a meglévé és az uj igy-
feleket. A meglévé tgyfelekrdl sok folyamatosan frissiilé adat all rendelkezésre,
viszont az 4j iigyfelekrdl kevés informéciéval rendelkezik a hitelintézet. Uj hitel-
igénylések esetén a bankok féként szociodemogréfiai adatokra timaszkodhatnak,
valamint amennyiben rendelkeznek bankkézi historikus informaciékkal, ugy
azokat is felhaszndlhatjak. Az 1j tigyfelek hitelmindsité rendszereit jelentkezési
(application) scoringnak nevezik, mig a meglévé tigyfelek esetén a hitelintézetek
viselkedési (behavioral) scoringrendszereket alkalmaznak, amelyekben mar a hi-
telhez kothetd torlesztési adatokat is felhasznalhatjak.

A PD-becslésében a logitalapt modellek kifejezetten népszertinek szamitanak az
iparagi gyakorlatban, mivel alogisztikus egyiitthatok transzformalhat6ak valdszi-
niiségi értékké. A logisztikus regresszidval becsiilt modelleket konnyen lehet akar
scorecardda is atalakitani, ahol a becsiilt valdszintségi értékeket pontszamokka
konvertaljuk egy meghatarozott skdla mentén.

A modellezési eljaras sordn a bed8lés alapjan képzett WoE (weigth of evidence)
értékek segitségével csoportok keriilnek kialakitdsra (Siddiqi, 2006). A WoE-
értékek reprezentdljak a részsokasagokon beliili beddlések ardnyit a teljes min-
tahoz képest.

Az igy képzett scoringmodellek kiértékelése is kifejezetten fontos feladat. A gyak-
ran hasznalt eljarasok koziil kiemelendé a Kolmogorov-Szmirnov-statisztika (KS),
a ROC-gorbe és az ebbdl képzett GINI-érték (Kovacs-Marsi, 2018). Ezeket a mo-
dellek hatékonysaganak dsszehasonlitasahoz fogjuk a késébbiekben felhasznalni.

A banki mindsitési rendszerek jellemzéen hibrid médon miikédnek, tehat az
applikacios és a viselkedési modelleken tdl a PD jellege alapjan is megkiilonboz-
tetheték az egyes hitelkockdazati modellek. A bankok sokszor hibrid médon egy-
szerre alkalmaznak Point in Time (PiT) és Through-the-Cycle (TTC) modelleket
is a kockazatok értékelésére, ezért szeretnénk bemutatni a két PD-tipusban rejls
kiillonbségeket.

Egy PiT-rendszerben a becslés fiigg a gazdasagi ciklus pillanatnyi szakaszatdl,
valtozoi ciklikusak lehetnek. A PiT-rendszerben egy gazdasagi visszaesés soran
a ciklusérzékeny mutatok hasznalata (ezen mutatok értékeinek romlasa) miatt az
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adott iigyleteket tomegesen rosszabb mindsitési kategériakba migraljak. A PiT-
rendszerekhez kapcsolddé tékekovetelmény a ,,Point in Time” jelleg miatt id6ben
ingadozo.

A TTC-rendszerekben sokkal inkabb megjelenik a nevében is rejlé idészakokon
ativel6 becslési felfogas. Az intézmények a TTC-rendszerek felhasznalasa soran
igyekeznek kisztlirni a gazdasagi ciklusok okozta volatilitast a nemteljesitési koc-
kazatbdl, és mérni az tigyfél kockdzatat a ciklus soran. A TTC-mindsités nem
reagal a gazdasagi ciklus valtozdsaira, csak a fundamentalis jellemzék megvalto-
zésa okozhat ratingmigraciot. A TTC-rendszerek alkalmazdsa idében stabilabb
tékesziikséglethez vezet.

A jelenlegi, CRR-alapt tékeszdmitashoz hasznalt modellekre vonatkozé piaci
gyakorlat szerint érdemes a mindsitési rendszereket a hitelintézeteknek ugy ki-
alakitaniuk, hogy azok biztositsdk a mindsitési kategériak idébeni és a gazdasagi
ciklusokon keresztiil ativeld becsléseinek a stabilitasat. A belsé mindsitésen ala-
pulé rendszerekben a TTC PD-becslését altaldban a lakosségi szegmensben kony-
nyt kivitelezni, hiszen a vallalati portfélidkat nehéz ugy figyelembe venni, hogy
abbdl kisztrésre keriiljenek a gazdasagi ciklusok (Bir6-Nagy, 2018).

A European Banking Authority (2017) (tovabbiakban: EBA) tandcsai szerint a
PD-modellezés Iépéseinek szamos olyan eleme van, amelyeket sziikséges szem
el6tt tartani a fejlesztés soran. A statisztikai modellek hasznalatakor sziikséges fi-
gyelembe venni minden koriilményt, amely az értékelés szempontjabol relevans.
Az EBA javaslata alapjan a harmadik féltél szarmazo6 mindésitések felhasznalasa is
hordozhat kockdzatokat magéban, igy ezek felhasznaldsaval dvatosan kell banni.
A modellépités el6tt szitkséges tisztazni a kapcsolodo adatkovetelményeket, illet-
ve az iddsikot, amelyen a modellezés torténik. Fontos az adatok frissitésének gya-
korisagat is figyelembe venni az elemzések soran. Az irdnyelvek azt is kimondjak,
hogy a statisztikai megkozelitések mellett érdemes az iizleti oldalon 1év szakér-
t6ket is bevonni, hogy a felhasznalt informdcidk megfelel6 mddon keriiljenek be
az egyes becsl6 modellekbe, tovdbba fontos kezelni az egy személynél 1év6 azonos
hiteleket is.

Természetesen a Bank for International Settlements (2023) (tovabbiakban: BIS)
is el6ir minimalis kovetelményeket, amennyiben egy hitelintézet belsé mind-
sitésen alapulé moddszertant szeretne alkalmazni. A bazeli iranyelvek szerint a
hitelmindsitési modellek sokszor csak mechanikus osztalyozasi eljardsok men-
tén probalnak egyfajta becslést adni a beddlési valdszintiségre. Természetesen a
modellek taimogatjdk az tizletmenetet is, hiszen ezek felhasznaldsaval akar au-
tomatizalhatd a hitelezési folyamat, viszont fontos megemliteni, hogy a model-
lek sem tokéletesek, igy az osztalyozasban mindenképpen szamolni kell becslési
pontatlansagokkal. Igy sziikséges az adott modellek folyamatos monitoringja és a
modell hatokorén kiviili informaciok figyelembevétele.
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A belsé minésitésen alapulé modellek modszertani elvarasai kapcsan a BIS (2023)
nem ad részletes Gtmutatdt, hanem altalanossagban mutat iranyt. A dokumen-
tum szerint a bankoknak dokumentélniuk kell a nemteljesités és veszteség saja-
tos, hdzon beliil hasznalt definiciéit, és igazolniuk kell a konzisztenciat a bazeli
standardokban meghatdrozott definicidkkal. Ha egy bank statisztikai modelleket
alkalmaz a mindsitési folyamatai soran, akkor részletesen dokumentalnia kell
annak mddszertanat. A dokumentacioénak pedig a kovetkezd standardoknak kell
megfelelnie:

1. A modellnek pontosan kell megadnia a kategéridkhoz torténé becslések,
egyedi kotelezettekhez torténd becslések és kitettségekhez vagy poolokhoz
valé hozzdrendelésének elméletének, feltevéseinek és/vagy matematikai és
empirikus alapjait, valamint a modell becsléséhez hasznalt adatforras(oka)t.

2. A modell érvényesitésére szigoru statisztikai eljarasokat kell létrehozni (ide-
értve a mas idészakra vonatkozé és a mintdn kiviili, azaz fiiggetlen mintas
teljesitményteszteket is).

3. A statisztikai modellekrdl sz6l6 dokumentacionak meg kell jelolnie azokat a
koériilményeket, amelyek fennallasa esetén a modell nem mikédik hatékonyan.

A fentebb pontokba szedett iranyelveket tovabb pontositja a Magyar Nemzeti Bank
(2018) (tovabbiakban: MNB) éltal kiadott kézikdnyv is. Osszeségében elmondha-
t6, hogy nagyon hasonlé elveket emel ki a hazai szabalyoz is, 6sszehangban a BIS
(2023) dokumentumaival. El6irjék a teljes kord, részletes dokumentéciot, a fogal-
mak és eljarasok pontos rogzitését, a megfeleld adatmindség biztositasat, az éves
validaciot, a modellek teljesitményének és stabilitdsanak rendszeres riportélasat.
A modellekkel kapcsolatosan fontos egy aktualizalt leltar kialakitasa, illetve fo-
lyamatos visszaméréssel kell igazolni a megfelel6séget. A modelleknek tovabba
biztositaniuk kell az érdemleges kockazati megkiilonboztetést, illetve a portfolid

mindségében bekovetkezett valtozasokat is jelezniiik kell.

Az iranyelvekben megfogalmazzak, hogy a ratingmodellek altal meghatarozott
kategériaknak titkkroznie kell a monotonitast, tehat a rosszabb ratingkategériakba
a magasabb nemteljesitési ratdval rendelkezd iigyfeleket kell sorolni, mig az ala-
csonyabb kockazatok esetén jobb ratingkategoériakat kell meghatarozni. Tovdbba
a hitelintézeteknek azt is mérniiik kell, hogy id6érél idére milyen migracié figyel-
hetd meg az egyes ratingkategdridk kozott, ahol azt is monitorozni sziikséges,
hogy a valtozasok mogott valds portfolidromlas van-e, vagy a PiT-rendszer hi-
baibél ad6dd okokra vezethetd vissza a jelenség. A tékemegfelelési kézikonyv a
PiT mindsit6 rendszerek hasznalata esetén TTC-rendszer alkalmazésat is el6irja.
Az MNB kijelenti, hogy a megfogalmazott irdnyelvek mellett az adott modellek-
nek meg kell felelnitik az EKB és a BIS belsé mindsitési rendszerekkel kapcsolatos

iranyelveinek is.

255



256

RAJKA LASZLO - POLLAK ZOLTAN

Fontos megemliteni a nemzetkozi feliigyeleti hatdsagok jovébe mutaté tevékeny-
ségét és ajanlasait is. Az EBA (2020) kozzétett egy jelentést az Environmental,
Social és Governance (kornyezeti, tarsadalmi és vallalatiranyitasi, tovabbiakban:
ESG) kockéazatok intézményi alkalmazasanak sziikségességérél. Az EBA utmu-
tatdja kiemeli, hogy az ESG-kockazatok felhaszndlasa a portféli6 mindségének
meghatdrozasa soran egy fontos szempont, viszont az olyan historikus adatokra
tamaszkod6 modellek esetén, mint a PD- vagy LGD-becslés, a felhaszndlas igen
nehézkes lehet. Az ESG alkalmazasa a hitelkockazat-elemzésben még kezdetle-
ges, viszont megjelentek mar kutatasok, amelyek bizonyitjak, hogy létezik kap-
csolat az ESG-események és a nemteljesitések kozott (Henisz—McGlinch, 2019).

3. A MODELLEPITES FOLYAMATA ES AZ EREDMENYEK
ERTEKELESE

Ebben a fejezetben mutatjuk be a PD becslésére hasznalt modellezési eljaraso-
kat. Az els6 alfejezetben szeretnénk ismertetni a felhasznalt adatbazist egy rovid
leird jellegti statisztikai leirassal. A fejezet masodik részében bemutatjuk azokat
a kiértékelési technikdkat, amelyekkel a modellek eredményei 6sszehasonlitha-
tova valnak. A harmadik részben az iparagi best practice-nek megfeleléen egy
csoportositott valtozokat felhaszndld logisztikus regresszidés modell eredményeit
ismertetjiik. Végul az Ggynevezett ,fekete dobozos” megoldasok hatékonysagat
fogjuk megvizsgalni a becslés szempontjabol. Az elemzéseket Python3 kornye-
zetben futtattuk (Rossum-Drake, 2009), ahol féként a Scikit-learn konyvtarra
tamaszkodtunk (Pedregosa et al., 2011). A kutatds soran a hitelkartya-bed6lése-
ket el6rejelz6 modellek kozil szeretnénk megkeresni a legkisebb hibaval becslé
eljarast. A modellezés soran egy applikdcids PiT PD-modellt specifikalunk, majd
ennek pontossagat a ROC-gorbe, az AUC-érték és a GINI-index segitségével ha-
sonlitjuk 6ssze egy tesztmintan.

3.1. Az adatbazis bemutatasa és leiré elemzése

A tanulmanyban bemutatott modellezési eljardsokat és dsszehasonlitdsokat egy
részletes és szamos valtozoval rendelkezé Kaggle (n. a.) hitelkartya-adatbazison
készitettiik el. Az adatbdzis 122 véltozot tartalmazott, amelyek koziil a célvaltozd
a nemteljesités volt. A hitelbed6lés bindris valtozoként volt megadva, ahol a teljes
mintén kerekitve 8 szazalékos nemteljesitési (default) arany volt megfigyelhetd.

Ahogy korabban ismertettiik, a bankok hasznalnak applikaciés, illetve viselkedé-

si modelleket is a bed8lési valoszintiségeik becslésekor. Az adatbazis alapvetden
applikacids informaciokbdl 4llt (azaz jelentkezési adatokat tartalmazott), viszont
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megtalalhatok voltak benne korabbi jelentkezésekbdl ad6do6 adatok is. Az appli-
kaciés adatok tekintetében féként a hiteligényldt, illetve a tulajdonaban 1évé va-
gyoni elemeket leiré adatokat lehetett megtalalni, amelyek kiegésziiltek par kiils6
forrasbol érkezé informacidval. Mivel a korabbi jelentkezések a hiteliigyletek ke-
vesebb mint felénél voltak elérhetdek, igy ezeket kizdrtuk az elemzésbél. Tovabba
minden olyan valtozét kizartunk, ahol a hidnyz6 adatok ardnya magasabb volt 30
szazaléknal. A korabbi jelentkezési adatok sziirésével 26 valtozd keriilt ki, miga 30
szazalékos hidnyzé adatarany segitségével végiil 50 valtozora sziikiilt az adatbazis.
A modellépités soran ezt kovetSen toroltiik az olyan megfigyeléseket, amelyek a
kivalasztott valtozok esetén hidnyzo értéket tartalmaztak. A teljes minta erede-
tileg 307 511 darab rekordot tartalmazott, ez végiil a szliréseket kovetSen 263 947
megfigyelésre csokkent.

Kiemelt valtozé volt a hitel nagysdga, amely 5603 darab egyedi megfigyelést tar-
talmazott. A legkisebb kiadott hitel 45 0ooo, mig a legnagyobb 4 050 ooo volt (az
adatbdzis nem adta meg az adatok pénznemét). A hitel nagysaganak eloszla-
sa balra ferde, jobbra elnyuld alakot vett fel, vagyis a kiadott hitelek jellemz6en
kis értékiek voltak, a hitelkihelyezések nagysaganak névekedésével el6forduldsi
gyakorisaguk fokozatosan csokkent. A kiadott hitelek volumenének atlaga kozel
600 000 egység volt, melyhez 404 312 egységnyi szoras tarsult. Az eredményeket
az 1. tabldzatban mutatjuk be.

Az elemzés egyik kovetkezé kulcsvaltozdja az életkor volt a hitelkihelyezés id6-
pontjaban. A valtozé eloszlasat tekintve egyenletesen taldlhaté a mintdban min-
den korosztaly, a legidésebb hitelkartya-felhasznalé 7o év koriili volt, mig a leg-
fiatalabb 21 éves.

1. tablazat
A fobb valtozok leiro elemzése a sziirések utan

Az el6z6 Az el6z6 Regisztracids iileté
telefon igazolvany adatok Sziletés
. . Hitel [ PR Jovedelem Ota eltelt
cseréjedta  cseréjebta oL valtozasa ota nagvsiga napok
eltelt napok eltelt napok BYSIER  eltelt napok 8Ysag sz a’Fma
szama szama szama
Atlag -988 -3 049 606 587 -4990 171 124 -16 120
Szdras 833 1491 404 312 3523 249 021 4308
Minimum -4185 -7 197 45000 -24 672 26 100 -25201
25% percentilis -1 603 -4 319 272579 -7 479 112 500 -19716
50% percentilis -798 -3335 521280 -4 517 157 500 -15 816
75% percentilis -286 -1814 813 195 -2007 202 500 -12 574
Maximum 0 0 4050 000 0 117 000 000 -7 489

Forrds: sajat szerkesztés
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A teljes jovedelem tekintetében a minimum 26 100, mig a legmagasabb jovede-
lemérték 10® nagysagrendii volt. Természetesen nehéz meghatarozni egy ilyen ki-
ugroé bevételérték valddisagat, de a modellezési eljaras soran a WoE-csoportositas
segitségével az outlier-értékek problémajat kezeltiik. A jovedelem tekintetében az
atlagot 171 124 egység adta, melyhez 249 021 egységnyi szdras tarsult. A kihelye-
zett hitelosszegekhez hasonléd médon tehdt itt is igen heterogén volt a minta.

A mintdban a kihelyezett hitelosszegek és a jovedelem kozott szoros pozitiv ira-
nyu kapcsolatot lehetett megfigyelni, tehat a valoban magas jévedelemmel ren-
delkezd tigyfelek hasznaltak ki nagyobb értékben a kiadott hitelkereteiket. Ez
az Osszefliggés egyébként nem meglepd, mivel a nagyobb jovedelmi tgyfelek
esetén jellemzGen nagyobb hitelkereteket is tudnak biztositani a bankok, igy a
lehivhat6 és kihaszndlhat6 6sszeg is nagyobb volt ezen tigyfelek esetén.

Erdekes informécioként meg lehet emliteni a legutobbi mobilcsere ota eltelt na-
pok szamat, amely a modellben végiil egy szignifikans valtozo lett. Itt a két vég-
letet a o, illetve a 4185 nap adta. Persze érdekes felvetés, de elképzelhetd, hogy
van olyan hitelkartyat hasznal6 iigyfél, aki 10 év alatt nem valtott telefont, azért
megemlitjiik, hogy ez is inkabb kiugré értéknek szamitott. A mintdban az tgy-
feleknek 4tlagosan 988 napja vasaroltdk a telefonjukat, amely nagyjabdl 2,5 évet
jelent. A legutdbbi telefonvasarlas o6ta eltelt napok szamanak szdérdsa 833 nap,
tehat a 2,5 éves dtlaghoz 2,26 évnyi szdras tartozik a telefoncsere tekintetében.

Tovéabbi lényeges valtozd volt a mintaban a jelenlegi munkahelyen eltoltott napok
szama. A munkanapok szamaban is nagyjabol egyenletes megoszlast lehet megfi-
gyelni, viszont itt volt jé par adathiba, mivel ellentétes el6jelt érték is megjelent az
adatbazisban. Ezt a problémat is szliréssel kezeltitk a modellezés soran.

Az adatbazisban az is megtalalhaté volt, hogy az adott addés hany napja cserélte
le a személyi igazolvanyat. A személyiigazolvany-csere tekintetében is egy nagy-
jabdl folytonos eloszlast lehet megfigyelni, viszont azért a régebbi személyik na-
gyobb aranyban vannak jelen a mintiban. Atlagosan a mintdban 1évé iigyfelek 8
éve cserélték le a személyi igazolvanyukat, és ehhez 4 évnyi széras tarsult.

Tovabbi valtozé volt a hitelbél megvéasarolt aru értéke, amely a jovedelem és a
hitelosszeghez hasonléan egy balra ferde, jobbra elnyulé eloszlast vett fel. A val-
toz6 atlaga 606 587 egység volt, amelyhez 404 312 egységnyi széras tarsult. Szeret-
nénk kiemelni, hogy a hitelkartyaval vasarolt aruk értékében a hitel osszege egy
részhalmazt képzett, és magas korrelacié volt megfigyelhetd a két valtozd kozott.
Ezek alapjan megallapithatd, hogy a magasabb értékii arukhoz, nagyobb hitelosz-
szegeket hivtak le a hitelkartyakeretitkbél az tigyfelek. A magas korreldcié miatt
sziirést kellett végezniink a regresszios eljarasndl, amit a modellezési lépéseknél
fejtiink ki részletesebben.
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3.2. A modellek 6sszehasonlitisinak médszertana

Miel6tt a modellezési eredményeket részleteznénk, szeretnénk bemutatni, hogy
milyen metrikak mentén végeztiik el a modellek teljesitményének sszehasonlita-
sat. Ahogy a bevezetdben is el6revetitettiik, a tanulmany célja annak bemutatasa,
hogy az iparagi gyakorlatban is megjelené best practice-hez képest mennyiben
tud javuldst hozni a gépi tanuldsi mdédszerek alkalmazasa a hatékonysag tekin-
tetében. Ahhoz, hogy a modelleket 6sszehasonlitsuk, fontos meghatarozni egy
jol megragadhatd, egységes mutatot, amely alkalmas a becslési teljesitmény 6sz-
szemérésére.

A Kolmogorov-Szmirnov-statisztika (KS) a hitelkockdzati modellek validacioja-
ban olyan eszkoz, amely segit az értékelének meghatarozni, hogy a modell ho-
gyan teljesit az eloszlasvaltozok (példdul a hitelek vagy hitelkockazati mutatd-
szamok) elérejelzésében. A KS-statisztika egy nem paraméteres teszt, amelynek
a segitségével meghatarozhato, hogy két adatkészlet szignifikansan kiilonbozik-e
egymastol. A KS-statisztika egy cutoff mentén vizsgalja a két kiilon részre vagott
portfoliét (a modell dltal becsiilt bedélt és a modell altal becsiilt nem bedélt tigy-
letek kozott). A két kumulativ eloszlasfiiggvényt hasonlitja 9ssze, és a két gorbe
kozotti maximalis érték adja a KS-statisztikat (Madar, 2015).

A hitelkockazat-elemzésben a kiértékeléshez gyakran hasznalatos a Receiver
Operating Characteristic (ROC) gorbe és a gorbe alatti teriilet (AUC, Area Under
Curve), valamint az ebbdl képzett GINI-egyiitthatd. A ROC-gorbe elbéllitasahoz
szitkség van a PD-re vagy az ebbdl képzett pontszamra, illetve a valds bed6lé-
si adatokra. Ezek utan a modell altal becsiilt PD-értékek mentén megvizsgaljuk,
hogy az egyes cutoff-értékeknél mi a pontos talalati arany a bed6lések és nem
bedélések mentén. Az Ggynevezett hit rate és false alarm rate adja a két tengelyt,
amely kozott felrajzolhaté a ROC-gorbe. A ROC-gorbe meredeksége egyben
megmutatja azt is, hogy egy adott modell mennyire jo, hiszen ez vélasztja el a
valds bedéléseket és nem beddléseket egymastol.

Fontos kiemelni, hogy a modellek jé Osszehasonlithatésagdhoz sziikséges
meghatdrozni egy jol megragadhaté egyiitthatot, amely megfeleléen méri a
diszikriminacios erét. Erre tokéletes az AUC, amely a ROC-gorbe alatti teriiletet
mutatja meg, igy tehdt minél nagyobb a gorbe alatti teriilet, anndl jobb az adott
modell. Az §sszehasonlithatésag kedvéért az AUC értékét még modositani lehet
a kovetkezd képlet szerint: GINI = 2 x AUC - 1, amely metrika esetén ugyanagy
a legmagasabb érték kapcsolddik a legjobb szeparacids erével rendelkezé modell-
hez (Madar, 2015).
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3.3. A hagyomanyos modellezési eljaras eredményei

Miel6tt a hagyomanyos modellezési eljaras eredményeit részleteznénk, szeret-
nénk bemutatni a kapcsolddé moédszertant. Ezek hasznalatdéhoz sziikséges a
valtozok feliillvizsgélata, illetve regresszié esetén a valtozok kategorizaldsa. Ez a
fajta kategorizalas lehet8séget nyujt a kockazati el6rejelzések pontosabba tételére,
amelyhez a defaultratat hasznaljuk fel.

Az egyik legnépszertibb eljaras a WoE (weight of evidence) mddszer, amely a lo-
gisztikus térben keresi az optimumot, és a valtozokat egy kategorizalt értékkel
tolti fel. A WoE-csoportositast a logisztikus regresszio el6tt végeztiik el annak ér-
dekében, hogy a nemlinedris hatasokat megragadjuk. A binek meghatarozasahoz
dontésifa-alapt szegmentalast vélasztottunk, amelyet sziikség esetén a kiiszobok
modositasaval tovabb finomitottunk. A WoE-vagasok Iényege statisztikai megko-
zelitéssel tehat az, hogy egy nagy sokasdgbdl bizonyos informacié mentén részso-
kasagokat képziink, amihez felhasznaljuk a nemteljesitési informaciot.

A WOoE felhasznaldsa azért elény0s, mert az igy kapott helyettesitett értékek meg-
6rzik a valtoz6 nemlinedris Osszefiiggéseit. A WoE-értékek alkalmazdsa tovabba
azért is megfelel6 lehet, mert a képzett csoportok mentén a kovetkezd aggrega-
lassal egy informacios értéket (information value) is meghatdrozhatunk, amellyel
az egyedi valtozok erejét lehet 6sszehasonlitani.

Az information value-t mindig érdemes az adott modellezési probléma esetén kii-
16n értékelni, ahol a nagyobb érték er6sebb magyarazoerével rendelkezd valtozot
mutat. Az igy kapott WoE-értékekkel létrehozhaté egy 6j adathalmaz, ahol mar
nem az eredeti értékeket tartalmazg értékkészlet szerepel, hanem a WoE-értékek.
Ez a gyakorlatban azt jelenti, hogy amilyen sivba esnek a csoportositasnal az
egyes értékek, a hozzajuk kapcsoldodé WoE-értéket hasznaljuk a tovabbiakban a
modellezésnél (Kovacs—Marsi, 2018).

A hagyomanyosnak mondott iparagi gyakorlatbél a logisztikus regressziot va-
lasztottuk, hogy felhasznalasaval egy becslést végezziink a nemteljesitési vald-
szintségre. A logisztikus regresszié egy statisztikai modszer, amelyet gyakran
hasznalnak kategorikus vagy bindaris kimenetekkel rendelkez6 problémak megol-
désara. Ezt a modszert altalaban osztalyozasi feladatoknal alkalmazzak, ahol a cél
meghatdrozni egy vagy tobb bemeneti valtozo alapjan, hogy egy adott megfigye-
1és melyik kategoériaba tartozik. A logisztikus regresszi6 a logisztikus fiiggvény
segitségével modellezi a kimeneti valdszintiséget a bemeneti véltozok alapjan.
A binaris klasszifikaciot hasznalé ,,S” alakd logisztikus fiiggvény o és 1 kozotti
valészintiségi értékeket ad vissza, ami felhasznalhat6 bindris problémaék értelme-
zéséhez. A logisztikus fliggvény a kovetkezé médon irhato fel:
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1
P(X) = e @,

ahol a p(x) jeloli egy esemény bekovetkezési valoszinliségét, a 3, pedig a bemeneti
valtozok o értéke esetén a logit/logodds értéket adja. A 8, a bemeneti valtozokhoz
tartozd sulyokat jeloli (koefficiens), amelyek azt mutatjak, hogy mennyire befo-
lyasoljak a kimeneti valdszintiséget a bemeneti valtozok értékei. Az x, pedig a
bemeneti valtozdkat jel6li, amelyeket a logisztikus regressziés modell az esemény
bekovetkezési valoszintiségének becslésére hasznal.

A logisztikus regresszié alkalmazasanak egyik lényeges 1épése az, hogy egy va-
16szintiségi értéket atalakitsunk binaris valtozdva. Ezt ugy tehetjitkk meg, hogy
megallapitunk egy kiiszobértéket (threshold), amely felett az eseményt bekovet-
kezettnek tekintjiik, és alatta pedig nem. A valdszintiségi érték azért is jol felhasz-
nalhat6, mert egy gazdasagi eseményhez kapcsolodé probléma esetén pénziigyi
vonatkozasa is van a threshold mértékének (Peng et al., 2002).

A modellépités sordn elsé korben képezni kellett egy tanit6 és egy tesztmintat.
A tanité mintat 7o szazalékban, mig a tesztmintat 30 szdzalékban hataroztuk meg,
véletlenszer( kivalasztassal. Ezek utdn a sok valtozobol kellett kiszlirni azokat a
valtozokat, amelyek megfelel6ek lesznek a becslés soran. Ehhez a scorecardpy
python kdnyvtarat hasznéltuk fel (Shichen, 2023). A konyvtar automatikusan le-
képezte az Osszes valtozdra a csoportokat, és a vagasok utdn az information value
segitségével szlirést lehetett végezni. Szakért6i alapon ugy itéltitk meg hogy a
0,08-as értéket meghalad6 information value-val rendelkezd valtozdkat szeret-
nénk bent hagyni az elemzésben. Igy végiil 10 valtozé keriilt kivalasztasra.

A torlesztOrészlet nagysaga és a hitelkartyaval megvasarolt termék dra magas kor-
reldciét mutatott a kiadott hitelosszeggel, tovabba ersen korrelalt a sziiletés dta
eltelt napok szama, illetve a munkahelyen elt6lt6tt napok szama is. A regresszids
eljards soran a magas korreldciéval rendelkezé valtozék modellben tartasa feliil-
reprezentaltsdgot eredményezhet, igy az emlitett valtozdkat kisziirtiik (Peng et
al., 2002).

Az igy megmaradt valtozok segitségével az 1. dbrdn lathato hétérképet készitet-
tiik el a korrelacié tekintetében. Jol lathat6, hogy a bent maradt valtozok kozott
nem figyelhet6 meg sehol sem olyan mértékd korrelaci6, amely a becslés soran
torzitasokat eredményezne. Fontos megemliteni, hogy a bent maradt valtozok és
a célvaltozd kapcsolata a korrelacids elemzés alapjan igen alacsonynak tekinthetd,
a legmagasabb érték is a 0,08-as korrelacids egyiitthatot veszi fel, igy a modelle-
zési eljardsok soran valdszindsithetden a modell magyarazdereje alacsony lesz.
A tanulmdnyban a célunk a modellek hatékonysdganak osszehasonlitasa, igy a
gyengébb predikcids erd esetén is lathatova valik mar a hatékonyabb médon becs-
16 modellek eredménye.
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1. abra
A logisztikus regresszidba keriil6 valtozok korrelacioja

Correlation Matrix
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Forrds: sajat szerkesztés

Lathatd az is, hogy az id8sebb emberek régebb 6ta rendelkeznek személyi iga-
zolvannyal, viszont ez az informacié sem meglepd, mivel valészintileg a fiata-
loknak a helyi szabalyozasok szerint gyakrabban kell megujitaniuk a személyi
igazolvanyukat. A tobbi valtozé kozotti kapcsolat szorossaga elhanyagolhaténak
tekinthetd.

A modellezés el6tt az adatokat igyekeztiik Gjracsoportositani, amennyiben az in-
dokolt volt. Az information value tekintetében a sziiletés dta eltelt napok szdma
adta alegnagyobb magyarazd er6t, ahol az IV 0,08-as értéket vett fel, de nem sok-
kal maradt el ettdl a hitel nagysagardl és a legutdbbi telefonvaltas dta eltelt napok
szamardl szo6l6 informacio.

A tanité mintan igy a csoportositott valtozok segitségével épitettiink egy logisztikus
regresszios modellt, ahol ezek utan ellendriztiik a p-értékek mentén, hogy az egyes
valtozok szignifikins médon magyarazzak-e a bed6lést. 5 szazalékos szignifikancia
mellett a kivélasztott valtozok mind szignifikansnak bizonyultak. A kiértékeléshez
- ahogy korabban is bemutattuk - tobb eljarast is lehet alkalmazni, amelyek koziil
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az AUC- és az ebbdl képzett GINI-értéket valasztottuk. A tovabbiakban is ezt fog-
juk felhasznalni, hiszen ez alkalmas arra, hogy a modelleket a becslési hatékonysag
szempontjabdl osszehasonlitsuk, ami valaszt ad a kutatési kérdésre is.

2. tablazat
A logisztikus regresszioval készitett becslés eredményei

Eljaras GINI AUC

Logisztikus regresszi6 0,26 0,63

Forrds: sajat szerkesztés

Amint az a 2. tdbldzatban lathato, a logisztikus regresszids eljarassal egy 0,26-0s
GINI-t tudtunk elérni, ami 0,63-as AUC-értéket jelent. Ez nem nevezhet6 egyéb-
ként egy tul erésen becslé modellnek, viszont fontos kiemelni, hogy az adatbazis-
ban f6ként kis értékd hitelkartya-kihelyezésekrol beszéliink, ahol igen alacsony
bedélési aranyt tudtunk megfigyelni. A modellben tovabbad kizardlag applikacids
informdcidkat talaltunk, igy a szamlatorténetet és viselkedési adatokat nem tud-
tuk a mintaban elemezni, ami sz(ikiti a becslési lehetségeket.

3.4. Mesterségesintelligencia-alapi modellek

A kovetkezd részben a mesterséges intelligencia adatfeldolgozo6 képességének fel-
hasznaldsaval épitett modellek eredményeit szeretnénk bemutatni. A probléma
elemzésére tobb modell is késziilt, de csak azokat részletezziik, amelyek hatéko-
nyabbnak bizonyultak a hagyomanyos megkozelitésnél. Egy rovid médszertani
bevezetd utan részletesen bemutatjuk a becslési hatékonysagra vonatkozé ered-
ményeket.

3.4.1. Mesterséges neuralis halozat (ANN)

A mesterséges neuralis halé bioldgiai alapokbdl taplalkozik: az idegrendszer
is alapvetéen egy bonyolult kapcsolt rendszer. Felépitése neuronokon alapszik,
amelyek halézatba vannak rendezve. A jelatvitel szinapszisokon keresztil torté-
nik, amikor a neuron dendritjében 1év6 sejt elektromos potencidlja elér egy kii-
szObértéket. Nagy jelentdsége van annak is, hogy a szinapszisok kozotti kapcsola-
tok erdssége milyen méodon tér el (Pruves et al., 2019).

A mesterséges neuralis halok miikédése is bizonyos aktivacids fiiggvények sze-
rinti stlyozason alapszik. A szimulacié soran pedig a halézat egy stlymatrix
kombindacioi alapjan prébal ratanulni az adatmintazatra. A folyamat soran a fen-
tebb emlitett Gsszes valtozd jelenti a bemeneti adatokat, igy az els6, azaz a beme-
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neti réteget 64 darab neuron alkotja. A modellezés soran érzékelhetd volt, hogy
a predikcids pontossdg vizsgalata esetén fontos befolyasold tényezé a masodik
réteg (elsé rejtett réteg) neuronszamanak bizonyos szinti novelése. Ide 10 darab
neuron keriilt végiil, mivel ennél nagyobb szamnal nem ndvekedett jelentSsen a
tanulds mindsége. A masodik rejtett rétegbe csak 5 neuron keriilt, végiil pedig egy
neuron jelentette a kimeneti réteget. A neuronrétegek teljesen kapcsolt linedris
kombinacidkat alkotnak a mesterséges neurdlis haldzatok esetén.

Fontos azt is bemutatni, hogy a rejtett rétegekben talalhaté neuronok milyen ak-
tivacios fiiggvényeket hasznalnak a tanulasi mechanizmus soran. Ehhez elsédle-
gesen a stlyozds mogott allo statisztikai folyamatot kell részletezni. A neuronok
iranyitott kapcsolatokkal vannak 6sszekétve. Ezek kozott a kapcsolatokat ellatjuk
egy ugynevezett asszocidlt w;,, stllyal. Ezen stlyok alkotjik végiil magat a suly-
matrixot. Minden egyes neuron (i egység) el6szor a bemeneti kapcsolatok sulyo-
zasat végzi el a kovetkezé mddon:

ing = YiooWja; (2)

Az a; érték az aktivacios érték kapcsolatat terjeszti a j-edik egységtél az i-edik
felé. A neuronban az aktivacids fliggvény végzi el a stlyozast. Ennek sordn az a,
mint zérus értéket -1 bemenetre allitja a modell, ehhez pedig egy eltolassulyt (w, )
tarsit. Az 4j aktivacio igy a kovetkezd képlet alapjan torténik:

a; =g(iny) = g(Z}l:o W;,a;) €)5

ahol g jeloli az aktivacids fiiggvényt. Az aktivacios fliggvény szempontjabol fon-
tos, hogy ne linedris legyen, mivel akkor konnyen alakulhat a modell egy egysze-
rdi linearis fiiggvénnyé. A neuron miikodését a 2. dbra foglalja ssze.

2. abra
Egy mesterséges neuralis halézatban részt vevé neuron
miik6désének bemutatasa

E]tole’wﬂ.‘l])’

ag = —]_ .9(”’1 )
Wf
J —————e
Bemeneti  Bemeneti Aktivacios . Kimeneti
- ; s . Kimenet
kapcsolatok  fiiggvény fliggvény kapcsolatok

Forrds: Russal-Norvig (2005)
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Az aktivaciok szerint a rétegeket kiilonb6z6 modon hataroztuk meg: az utolso két
kimeneti rétegben szigmoid aktivacids fliggvény szerint, mig az els6 kettdben az
ugynevezett ratifikalt linedris egységfiiggvény (rectified linear unit, tovabbiakban:
ReLU) szerint sulyozott a modell. A ReLU a negativ bemenetek soran o értéket
ad, a pozitivokat pedig vagatlanul hagyja, mig a szigmoid fiiggvény értelmezhetd
egyfajta logisztikus fiiggvényként is. A fliggvények segitségével hataroztuk meg az
egyes kimeneteket, amelyeket a kiiszobpontok szerint allitottunk be. A fiiggvény
kiiszobpontjat az eltolasi sulyok aktualis pontja allitja be. Eszerint akkor keriil ak-
tivacidra az egység, ha ¥7_,W;;a; meghaladjaa w, -t (Russel-Norvig, 2003).

3. tablazat

A mesterséges neuralis halozat (ANN) eljaras eredményei

Eljaras GINI  AUC

Mesterséges neuralis halozat 0,33 0,67

Forrds: sajat szerkesztés

A fentebb emlitett modell becslési eredményeit az el6z6khoz hasonléan kiérté-
keltiik a tesztmintan, és a GINI értéke ez esetben 0,33 lett, melyhez 0,67-es AUC-
érték tarsult. Tehat a mesterséges neuralishdlo-modell felillmalta a logisztikus
regresszios modell eredményeit. Az eredményeket a 3. tdbldzatban tiintettiik fel.
Fontos azt is megemliteni, hogy az ugynevezett ,fekete dobozos” megoldasok
értelmezése, az eredmények magyarazata nagyon nehezen kozelithetd meg, ez
pedig olyan teriileten, mint az egészségiigy vagy a pénziigyek, igen fontos kérdés
(Maheshwari, 2018).

3.4.2. XGBoost

Az XGBoost az Extreme Gradient Boosting roviditése, ahol a Gradient Boosting
eljarast el6szor Friedman (2001) irta le. Az eljaras alapjat a feliigyelt tanulas képe-
zi. A feliigyelt tanulds soran egy klasszikus modellezési problémabdl indulunk ki,
ahol rendelkezésre allnak a képzett magyarazo x; valtozok, amelyek segitségével
egy célt probalunk meghatarozni (y). Az eljaras soran tehat meg kell hatarozni egy
célfiiggvényt, amelynek az optimalizalasi feladatat latja el az XGBoost-metddus.
Az ilyen célfiiggvények két komponensbdl allnak: a tanité adatokon mért becslési
veszteségbdl (training loss) és egy regularizacios tényez6bdl:

(8) = L(8) + Q(8) (4)

ahol L jeloli a becslési veszteséget és (2 a regularizacids tényez6t. A targyalt eset-
ben a becslési veszteség mutatja meg, mennyire pontos a modell predikcioja, a
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regularizacids tényezd pedig segit elkeriilni a tulillesztést, és szabalyozza a mo-
dell osszetettségét. Gyakran példaul az RMSE-értéket hasznaljak az L felirasara,
de az eljaras soran a célfiiggvény mddosithat6. A bemutatott modszer segitségével
Osszehasonlithatjuk a dontési fak, a random forest és a boosted forest eljarasok
teljesitményét, igy formalis médon tudjuk megkozeliteni a paraméterek modo-
sitdsat.

Az XGBoost-moddszer a feliigyelt tanulas mellett a dontési fak egytittesén (CART)
alapul, amelyekkel optimalizacids eljaras segitségével modellt épithetiink, legyen
sz6 klasszifikaciorol vagy regressziordl. Példaul meghatarozhatjuk, hogy valaki-
nek tetszik-e egy szamitdgépes jaték egy csalad tagjainak mintaja alapjan, figye-
lembe véve életkort, nemet, foglalkozast stb. A CART-modellekben az informa-
ci6k alapjan a csaldd tagjait kiilonboz6 levelekbe sorolhatjuk, ahol a levelek valds
pontszamokat tartalmaznak, ami erds eszkoz az optimalizdlashoz. Mivel egyet-
len fa nem ad elegendé informaciét, érdemes tobb fat egyiitt értékelni. Ahhoz,
hogy jobban megértsiik a fak alkalmazasat, vegytink egy példat egy két fabdl 4116
faegytittesre. Az egyes fak elérejelzési pontszamait 6sszeadjuk a végs6 pontszam
eléréséhez, mikozben a két fa kiegésziti egymast, ami igy irhato fel:

Y=Yk fux) . fu €F (5),

ahol K a fak szdma, f, egy figgvény az F fuggvénytérben, és F tartalmazza az
adott CART 0sszes lehetséges kimenetét. Ahogy korabban részleteztiik, meg
kell taldlni a kombinaciés halmazon a legpontosabb kimenetet. Ehhez az alabbi
optimalizaciods célfiiggvényt hasznalhatjuk:

(0 = ZF 0 7)) + Zk=1 0(fi) ©),

ahol w(f,) afadsszetettségét jeloli az f, pedig az el6z6ekben definialt fiiggvényt.
Az emlitett faegyiittesek képzése hasonlé a random forest modszerhez, mivel
mindketté faegyiittesek felhasznalasan alapszik. A kiilonbség a tanité adatokon
torténd képzés modjabol ered. Ezért egy predikeids fiiggvény mindkét eljarasban
alkalmazhato.

Természetesen felmeriil a kérdés, hogy milyen paraméterek alapjan kiilonboztet-
hetjitk meg a faegytittesek képzését, azaz milyen stratégiat alkalmazunk, amikor
az f, fuggvények tanuldsat és kiértékelését végezziik egy algoritmussal, amely tar-
talmazza a fa szerkezetét és a levél pontszamait. A fak strukturdjanak tanuldsa
sokkal Osszetettebb, mint egy egyszerli optimalizalasi probléma, ahol csupan a
gradienseket vessziik figyelembe, ezért additiv stratégiat alkalmazunk. A gyakor-
latban megnézziik, hogy eddig mit tanultunk, és hogyan javithat6 az, ami egy 1j
fa létrehozdsat eredményezi. Ennek alapjan 1épésenként felirhatunk egy elérejel-
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zési (predikcios) értéket, mint y, e . Igy a kovetkezé modon irhatjuk le a médositott
predikcids értéket:

y O =0

= A6 = Y@ + fi(x)
= A + fx) = yP + f(x)

¥ = ¥ file) = v + £i(x) )

Az additiv eljardsndl lényeges, hogy melyik fat valasszuk az egyes 1épéseknél.
Mindig azt a fat vessziik figyelembe, amelyik optimalizdlja a célunkat (ezt adjuk

hozza):
n
objt = Z Vi, }71(0 Z w(f) =
=1 {i=1}

Z?i:l}l(yl, y(t Dy f_txD) + w(f_t) +constant) (8)

Ahogy korabban részleteztiik, egy kittizott célfiiggvényt kell kijelolni, amelyet
optimalizalni szeretnénk, és amellyel médositani kell a fentebb részletezett fiigg-
vényt. Az optimalizalé 1épések mellett meg kell hatdrozni egy regularizacids ténye-
z6t, amely a fa Osszetettségét hivatott jellni. Ezt a kovetkezé mddon irhatjuk fel:

fr) = Waeepw €RT,q:R* > {1,2,...,T}, (9)
ahol w a levelek pontszamainak vektorat jeloli, mig a g egy olyan fiiggvény, amely

minden adatpontot hozzarendel egy megfelel levélhez. A T alevelek szamat adja.
A komplexitast igy a kovetkez6 modon adhatjuk meg:

1
w(f) = yT + EAZ]T-zl wf (10)
A fastruktdra atszervezésével egy pontszamot kapunk, amit a szakirodalom

strukturalis pontszamként (structure score) emlit. A strukturalis értéket roviden
igy kaphatjuk meg:

x __ Gi
W] - Hj+/1 (11)
Gj
0bj* = 15T 4T (12)

Az egyenletben a w; értékek fliggetlenek egymdstdl, és a legjobb értéke adja a leg-
jobb g(x) strukturat, amely gyakorlatban azt adja meg, hogy egy adott fa meny-
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nyire jol teljesit. Alapvetéen egy adott fa struktdrajaban a g, és h;, statisztikdkat
a megfeleld levelekhez tarsitjuk, majd ezeket sszeadjuk, és a képlet segitségével
kiszamitjuk a fa teljesitményét. Ez a pontszam gyakorlatilag a dontési fa tisztasagi
mutatoja, amely figyelembe veszi a modell komplexitésat is.

Most, hogy képesek vagyunk mérni egy fa hatékonysagat, idealis esetben felso-
rolnank az Gsszes lehetséges fat, majd kivalasztanank a legjobbat. A gyakorlatban
azonban a fa egy-egy szintjét optimalizaljuk, tehat egy agat két levélre osztva egy
dontési fa szennyezettségi mérészamat hatarozzuk meg:

G} Gh G} +GR

Hi+A ' Hg+d HL+HR+/1] - (13)

Gain = = [
2

A képlet értelmezése soran az els elem az 4j bal oldali levél pontszamat, a maso-
dik elem az uj jobb oldali levél pontszdmat, a harmadik elem pedig az eredeti le-
vél pontszamat jelenti, végiil pedig a levélre vonatkozé regularizaciot definialjuk.
Fontos megjegyezni, hogy ha a novekedési érték kisebb, mint y, akkor nem érde-
mes a modellt bdviteni az adott 4ggal. Valds értékii adatok esetén ezzel kozelitjitk
az optimalis felosztdast, ahol gyakorlatilag egy metszési technikéval balrdl jobbra
haladva elvégezziik az optimalizalast (xgboost developers, 2022a). A bemutatott
eljaras az optimalizdcié segitségével tudja a bemeneti informdciékat hatékonyan
strukturdlni, igy nem véletlen, hogy az egyik legnépszeribb modszer az online
térben rendezett adattudomanyi versenyeken (Reinstein, 2017).

Az XGBoost-eljaras felhasznaldsa soran az alapvetd paraméterbeallitdsok segitsé-
gével végzetiik el a becslést, amely elérhetd az xgboost developers (2022a) webol-
dalan is. A modellépités soran meghatarozhatd a valtozék fontossaganak (feature
importance) értéke is, amely a becsléshez felhasznalt informacié fontossaganak
mértékérdl ad visszajelzést egy F érték segitségével. A 3. dbrdn lathato, hogy a
legfontosabb valtozok az életkor, a regisztracids adatok valtozésa éta eltelt na-
pok szdma, a banknal vezetett szamla id6tartama, a torlesztérészlet nagysaga volt
az altalunk épitett XGBoost-modellben. Kevésbé fontos valtozoként jelent meg
a teljes bevétel értéke, illetve a termékek értéke, amelyet megvasaroltak a hitel-
kartyaval, 4m fontos kiemelni, hogy ezek is hasznos informaciot jelentettek az
XGBoost-modellben, hiszen ezek is megfeleléen magas értéknek szamitanak az
F érték tekintetében.
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3. abra
Az XGBoost-modellben felhasznalt valtozok fontossagi (F score) értékei

Feature importance

DAYS_BIRTH

DAYS_REGISTRATION

DAYS_ID_PUBLISH

AMT_ANNUITY

DAYS_LAST_PHONE_CHANGE

DAYS_EMPLOYED

AMT_CREDIT

REGION_POPULATION_RELATIVE

AMT_INCOME_TOTAL

AMT_GOODS_PRICE

F score

Forrds: sajat szerkesztés

Az eljards segitségével sszesen 0,366-0s GINI-értéket tudtunk kapcsolni, amely-
hez 0,68-as AUC tarsult. Az 6sszehasonlitas szempontjabol az XGBoost-modell
adta a legjobb eredményt, ezzel felillmulva az eddig épitett 6sszes modellt. A vizs-
galt modellek eredményét a 4. tdbldzatban tiintettiik fel.

4. tablazat
A modellezési eljarasok eredményeinek 6sszehasonlitasa

Eljaras GINI AUC
Logisztikus regresszio 0,26 0,63
Mesterséges neuralis halozat 0,33 0,67
XGBoost 0,37 0,68

Forrds: sajat szerkesztés

Ahogy a mesterséges neurdlis halozat (ANN) esetén, ugy az XGBoost-eljaras so-
ran is elmondhatd, hogy a modellépités kozben nem szitkséges a valtozok sziliré-
sét kiilon elvégezni, mivel az XGBoost az informéaciohordozé képességén alapuld
jellemz6 fontossag becslést hasznalja a modell tréningje soran, ami lehet6vé teszi
a relevans valtozok azonositasat (Goodarzi et al.,, 2009). A gyakorlat azt mutatja,
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hogy a valtozok kiszlirésének szakértéi feliilbiralata nem javitja a modell haté-
konysagat (xgboost developers, 2022b).

Osszehasonlitasképpen a logisztikus regressziés modellhez kivalasztott valtozék
felhasznalasaval is épitettiink egy XGBoost-modellt. A logisztikus megkozelités-
sel kapott 0,26-0s GINI-hez képest 0,27-re javult az érték. Lathatéan ezek elma-
radnak a teljes valtozokészlettel épitett modell hatékonysagatol.

Elmondhatd, hogy mind az ANN, mind az XGBoost modellezési szempontbol
jobban optimalizal, mint a WoE-becslésen alapulé information value és a korre-
laciés sztirésen alapuld logisztikus regresszios eljaras. Az informaciokat jobban
valogatjak ki a gépi tanuldson alapulé modellek, viszont hatranyként megemlit-
het6, hogy ezek értelmezése sokkal nehezebb feladat, és talmutat jelen tanulmény
keretein.

4. OSSZEGZES

Tanulmanyunkban bemutattuk, hogy a hitelkockdzat modellezése a mai napig
egy folyamatosan és intenziven fejl6d6 tudomanyteriilet. Az elmult évtizedekben
a szamitastechnika fejlddésével a szakértéi megkozelitést egyre inkabb felvaltot-
tak az empirikus adatok tomegén alapuld, hagyomanyos statisztikai modellek.

A jelenleg is zajlo, mesterséges intelligencia altal fémjelzett technoldgiai forra-
dalom a hitelkockazat teriiletén a modellek egy Uj generacidjat inditotta utjara,
amelyeket 6sszefoglaléan gépi tanuldson alapulé modelleknek neveziink.

A tanulmany egy hitelkdrtya-adatbazist felhaszndlva hasonlitja 6ssze az applika-
ciés (PiT) PD-modellezési eljarasokat a banki gyakorlatban szinte egyeduralko-
dé, hagyomanyos modszertanok és a gépi tanulasi modellek mentén. Empirikus
vizsgalatunkban a logisztikus regressziés megkozelités esetében az informaciods
értékek és a korrelacié mentén végzett valtozdsziirések utan 7 valtozot vélasztot-
tunk ki. A valtozékat a WoE-modszertan szerint csoportositottuk, és végiil ezen
értékekbdl képzett adatok segitségével futtattunk logisztikus regresszios eljarast
a modellezés soran.

A mesterséges intelligencian alapulé moédszertanok koziil a Mesterséges Neuralis
Halozat (ANN) modell esetén a GINI egyiitthatd értéke szignifikansan javult a
hagyomanyos logisztikus regresszids becsléssel elért eredményekhez képest. Az
altalunk leghatékonyabbnak itélt modellt végiil az XGBoost-algoritmus adta.

Ahogy bemutattuk, az XGBoost és az ANN esetén nem sziikséges feltétleniil a
valtozok mentén eldszliréseket végezni, hiszen a modell a tanuldsi mechanizmusa
soran automatikusan feliilreprezentalja a fontos informacidkat. Ez is okozhatja,
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hogy tovébbi hasznos informaciok segitségével a gépi tanulasi médszerek haté-
konysaga erésebb a logisztikus regresszids megkozelitésnél.

A gépi tanulasi mddszerek kivalo predikcids képessége mellett hatranyként meg
kell emliteni, hogy a dontési modellek értelmezése — annak fekete doboz jellegé-
bél adéddan - nehézkesebb az iparagi best practice-nek szamit6, hagyomanyos
megkozelitésekhez képest. Ennek kezelésére szamos olyan programcsomag jele-
nik meg folyamatosan, amely egyszertsiti a dontési mechanizmusok értelmezését
a bonyolultabb modellek esetén. Ilyen csomag példaul a SHAP, amely az interak-
cids értékek segitségével tudja egyszertsiteni az XGBoost-algoritmus dontési me-
chanizmusat (Lundberg, 2018). Véleményiink szerint az algoritmusok, valamint a
modellértelmezési programcsomagok fejlédésével, illetve az elérhet6 informéciok
béviilésével egyre inkabb atveszik majd a vezetd szerepet a gépi tanuldsi mddsze-
rek a hitelkockazati modellezés teriiletén.

Végezetiil szakpolitikai ajanlasunkat szeretnénk megfogalmazni a szabalyozé és
feltigyeleti hatdsdgok szamara. A mesterséges intelligencidn alapulé gépi tanula-
si modszerek fekete doboz jellege miatt a bankoknak jelenleg nincs lehetéségiik
azok alkalmazasara, a szabalyozdi és feliigyeleti elvarasrendszer tobb pontjan is
problémat okoznak az eredmények és a dontési mechanizmus értékelési nehéz-
ségei. Javasolnank a jelenlegi — hagyomanyos modellekre szabott — szabalyok és
ajanlasok Ujragondoldsat olyan médon, hogy az teret adjon a bankoknak a gépi
tanulasi modellek alkalmazdsara. Az igy elérhetd — és a tanulmanyunkban is be-
mutatott — hatékonysdgnovelés hozzajarulhat a prudensebb miikodéshez, amely
minden érintettnek egységesen elemi érdeke.
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